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Anahtar Kelimeler 0z

Makine Ogrenmesi, Glinimiizde sirketlerin artan rekabet sartlarindan dolay1 bilisim teknolojilerine
DVM, olan ihtiya¢ her gecen giin artmaktadir. Bilisim teknolojilerinin (BT) sorunsuz, hizl
Siniflandirma, ve giivenilir ¢alismasi yapilan yatirim kadar 6nemlidir. Sirketlerde bulunan bilisim
Talep Siiresi, teknoloji(BT) departmanlar1 yapilacak yatirimlarin planlanmasindan, mevcut
BT. sistemin sorunsuz calismasindan ve olusabilecek sorunlara hizli ¢oziimler

iiretilmesinden sorumludurlar. Sirket ¢alisanlarinin BT departmanina sorunlari
iletmesi, siireci takip etmesi ve raporlandirmasi amaciyla bilgi islem takip
programlar1 kullanmaktadir. Béylece sorunlarin ve ¢6ziim siirecinin yodnetimi,
bilgilendirmesi ve raporlandirilmas1 profesyonel ve kolay yapilabilmektedir.
Sorunlarin hizli ¢éziilmesi ve ¢6ziim siiresinin bilinmesi ¢alisanlarinin zamani iyi
kullanmasini saglayacak ve belirsiz bekleme siiresinin yaratacagi olumsuz etkileri
ortadan kaldiracaktir. Bu ¢alismada bir sirketin kullanicidan gelen talepleri ¢6zme
siiresi makine 6grenmesi yontemiyle tahmin edilmistir. Bunun i¢in kullanicilardan
gelen 2320 talep; departman, destek tiirdi, sorumlu ve kategori olarak kayit altina
alinmaktadir. Sonuctaki destek siireleri icin bir sinif yapisi ile test edilmistir.
Harcanan siireler 0-10 dakikadan baslayip 90 dakika ve daha fazlasi seklinde 10’ar
dakika arayla on adet sinifa ayrilmistir. Bu veri setleri lizerinde makine 6grenme
yontemleri kullanilmistir. Gergeklestirilen testler sonucunda en iyi sonu¢ Destek
Vektor Makineleri (Support Vector Machine-SVM) metodu kullanilarak tasarlanan
model ile, egitim basaris1 %99.82, test basarisi ise %93.11 olarak odl¢iilmiistiir. Bu
sistem sayesinde kullanicinin bekleme siiresi ve sorunun ortalama ¢6ziim siiresi
tahmin edilmektedir.

PREDICTION OF SOLUTION TIME OF USER REQUESTS DELIVERED TO THE
INFORMATION TECHNOLOGIES DEPARTMENT VIA MACHINE LEARNING

Keywords Abstract

Machine Learning, Today, the need for information technologies is increasing day by day due to the
SVM, increasing competitive conditions of companies. Companies that make timely and
Classification, adequate investments take advantage of their competitors and take a step forward.
Request Time, Investments in information technologies (IT) are as important as the smooth, fast
IT. and reliable investment. Therefore, companies need professional teams to protect

the performance of information systems and to find solutions to the problems they
will encounter. The information technology (IT) departments in companies are
responsible for planning investments, the smooth operation of the existing system
and the rapid solutions to the problems that may occur. The company's employees
communicate problems and follow the process; IT departments often use computing
tracking programs to provide reports to administrators about the work done. Thus,
management, information and reporting of problems and the solution process can
be done more professionally and easily. Fast-solving problems and knowing the wait
time will allow company employees to use and plan time better and avoid the
negative effects of uncertain wait time. In this study, it was tried to estimate the time
of a company to solve requests from the user by machine learning method. For this,
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2320 requests from users; the department is registered as support type, responsible
and category. Tested with a class structure for resulting support times. The time
spent was divided into ten classes starting from 0-10 minutes and 11 minutes apart
in the form of 90 minutes or more. Machine learning methods were used on these
data sets. With the model designed using the Support Vector Machine (SVM)
method, the best result as a result of the tests performed, the education success was
measured as 99.82% and the test success as 93.11%. This system developed
estimates the user's wait time and the average resolution time (minutes) of the
problem.

Alint1 / Cite
Cevik, K., K., Kayakus, M., (2020). Bilisim Teknolojileri Departmaninda Kullanicilarin Taleplerine Cevap Verme
Siiresinin Makine Ogrenmesi ile Tahmin Edilmesi, Miithendislik Bilimleri ve Tasarim Dergisi, 8(3), 728-739.

Yazar Kimligi / Author ID (ORCID Number) Makale Siireci / Article Process

K.K. Cevik, 0000-0002-2921-506X Basvuru Tarihi / Submission Date |17.04.2020

M. Kayakus, 0000-0003-0394-5862 Revizyon Tarihi / Revision Date 06.07.2020
Kabul Tarihi / Accepted Date 14.07.2020
Yayim Tarihi / Published Date 24.09.2020

1. Giris (Introduction)

Bilisim Teknolojileri (BT) bilgiyi yakalama, depolama, isleme, geri alma ve iletme becerisi olarak
tanimlanmaktadir. Giiniimiizde BT’leri hem yetenek hem de uygun maliyet konusunda 6nemli ilerleme kat
etmistir. Bu nedenle, bilgi yonetimini kolaylastirmak i¢in birgok kurum 6zel olarak tasarlanmis Bilisim Sistemleri
(BS) kullanmaktadir (Wu ve Wang, 2006). Hastane (Ozkaraca vd., 2018), tedarik zincir (Sahin ve Supgiller, 2015),
lojistik (Oztiirk vd., 2016) ve ulasim (Yasl ve Giivenasan, 2019) sistemlerinde bilisim teknolojilerinin sagladig
imkan ve olanaklardan faydanilmaktadir.

BT bir sirketin hayatta kalmasi i¢in bir zorunluluk durumuna gelmistir ve BT departmaninin islevi giderek énem
kazanmaktadir (Lee, Chen, ve Chang, 2008). Sirketler, giderek artan bir sekilde, bir sirketin stratejik secimlerini
ve deger zinciri faaliyetlerini desteklemek ve sekillendirmek icin bilgi sistemleri kullanmaya baslamistir. BT 'nin
dagitim yeteneklerinin, bir sirketi rekabette ne kadar avantajli konuma getirdigini ve rekabet i¢cin ne kadar 6nemli
oldugunu ispat etmistir (Tian vd., 2010). BT alanindaki gelismeler, sirketlerin yiiksek hizl iletisim ve baglanti
kurmasina olanak sagladigi icin tedarik zincirlerinin gelismesini saglamistir (Bardhan vd., 2006).

Kurumsal yapida BT departmaninin drgiit icerisindeki rolii ve etkinligi her gecen giin 6nemli 6l¢iide artmaktadir.
Bir zamanlar bilgi sistemlerinin gelistiricisi ve operatorii olan BT departmani artik cok daha kapsamli bir role
sahip sahiptir. Kisisel bilgisayarlarin kullanilmasi, bilgi teknolojisi kullanicilarinin daha fazla ve daha sik BT
departmant ile etkilesime girmesine neden olmaktadir. Kullanicilar, BT departmaninin donanim ve yazilim se¢imi,
kurulum, sorun ¢ézme, ag baglantilari, sistem gelistirme ve yazilim egitimi gibi sayisiz gérev konusunda
kendilerine yardimci olmasini beklemektedir (Pitt vd., 1995).

Sirketler kullanicilarin taleplerine kisa siirede ve giivenilir cevaplar vermek, isleri takip etmek, calismalari
raporlandirmak ve kullaniciy1 hizli bir sekilde bilgilendirmek, is yiikiinii daha yodnetilebilir hale getirmek ve
verimliligi artirmak icin “Bilgi Islem Talep Takip Sistemi” gelistirmislerdir. Béylece BT departmaninin verimliligini
ve servis kalitesini artmistir (Coskun ve Baykal, 2010).

Kurumsal yapilarda bulunan BT, sirketin verimliligini, performansini ve rekabet giiciinii dogrudan etkilemektedir.
BS yapilacak yatirimlar kadar sistemin basariyla siirdiiriilmesinde hayati 6neme sahiptir. Bu ylizden sirketler BT
destegini disarida almak yerine kendi BT departmanini olusturmayi tercih etmektedir. Boylece karsilasilacak
sorunlara daha kisa siirede ve giivenilir ¢dziimler tretilebileceklerdir.

Kullanicilar karsilastiklar: problemleri BT departmanin bildirdiklerinde ortalama ¢ziim stiresini ve siireci bilmek
istemektedirler. Boylece zamanlarini planlama ve daha verimli kullanma yetenegine sahip olabileceklerdir.

Bu calismada kurumsal bir sirkette bulunan bilisim sisteminin, kullanicidan gelen problemlere ¢6ziim iiretme

stiresinin tahmini (siniflandirmasi) makine 6grenmesi yontemleri ile yapilmistir. Bu ¢alisma sayesinde kullanicilar
karsilastiklari sorunu bildirdikleri BT departmanindan ortalama ¢6ziim siiresini 6grenebileceklerdir.
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2. Kaynak Arastirmasi (Literature Survey)

Literatiirde bilisim teknolojileri departmanlariin kullanici taleplerine cevap siiresinin tahminini yapan ¢alisma
bulunmamaktadir. Literatiirde benzer ¢alismalar bagka bir alan olan ¢agr1 merkezlerinin ¢6ziim stiresinin tahmini
lizerine bulunmaktadir ve bu tahmin metotlarinin basarisi tizerine yapilan ¢alismalar olduk¢a sinirhidir.

Kullanicilarin karsilastiklarin sorunlari iletme ve ¢6ziim bulma ihtiyact bir¢ok farkli kurumda 6nem arz
etmektedir. Ozellikle kurumlarda cagri merkezi olarak adlandirilan birimlerde miisterilerin ihtiyaclarina gére
farkli bekleme siireleri bulunmaktadir. Burada sorunun 6nemi, departmanin yogunlugu ve calisan sayis1 gibi
degiskenler ¢oziim siirecini etkilemektedir. Cagri merkezinde kullanicilarin bekleme siiresinin azaltilmasi ve
bekleme siiresinin tahmini i¢in farkli uygulamalar ve teknikler gelistirilmistir.

Yapilan bir ¢alismada, ¢agr1 merkezini arayan kullanicilarin bekleme siiresini azaltmak i¢in akilli dis arama
sistemini 6nermistir. Burada teknolojilik alt yapi1 kullanarak c¢agri merkezine gelecek aramalar 6nceden
belirlenmis ve akilli dis arama sistemiyle aramalar otomatik olarak yapilmistir. Boylece ¢agri merkezinin
yogunlugu 6nemli dl¢lide azaltilmistir (Sayin, 2013).

Bankalarda miisterilerin ¢agri merkezlerinde bekleme siirelerini optimize etmek i¢in kuyruk teorisinden
faydalanilmaktadir. Cagr1 merkezlerinin hizi ve kalitesi miisteri memnuniyetini olusturan etkenlerin basinda
gelmektedir. Bu yilizden yoneticiler kuyrukta bekleme siiresini azaltmak ve hizmet kalitesini arttirmak
istemektedirler. Cagr1i merkezine gelen aramalarin sayisi ve siiresi tahmin edilemedigi icin bankalarin bu
sistemlere yaptiklar1 yatirimlar i¢in net bir model dnerilememektedir. Calisan sayisinin arttirilmasi bekleme
siiresini azaltacaktir ama giiniin her saati yogun olmayan ¢agr1 merkezinin maliyetini arttiracaktir. Ayrica miisteri
temsilcilerinin atil zamanlar1 olusacaktir. Bu sorunlara ¢6ziim olarak bekleme siirelerinin tahmini ve
modellenmesi i¢in dinamik kuyruk modelleri kullanilmasi énerilmektedir. Boylece yogun giinler i¢in part-time
misteri temsilcilerinin degerlendirilmesi saglanabilecektir (Kazan vd., 2012).

Telekomiinikasyon sektdriinde kullanilan ¢agri merkezleri miisteri ile dogrudan iletisim kurmak ve miisteri
memnuniyetini arttirmak icin 6nem teskil etmektedir. Bu ¢alismada ¢agr1 merkezinin iyilestirmesi icin misteri
goziinden bakilarak ve kisitlar teorisi kullanilarak ¢éziim o6nerisinden bulunulmustur. Burada ilk olarak
miisteriden gelen sorunlar gerceklik agaci ile tespit edilmis ve ii¢c temel baslik altinda siniflandirilmistir. Daha
sonra gecis agaclar1 kullanilarak tespit edilen problemler icin ¢6ziim uygulamalar1 belirlenmistir. Problemlerin
¢ozlimleri sonrasinda olusacak durumlar gelecek gerceklik agaci ile ortaya koyulmustur. Boylece bir
telekomiinikasyon sirketi icin problemlerin temel nedenleri tespit edilerek bir yol haritasi ¢ikarilmasi saglanmistir
(Birgiin vd., 2011).

Cagr1 merkezlerinde calisan miisteri temsilcisi sayis1 ile arayan miisteri sayis1 arasinda optimum bir baginti
kurulmasi 6nemlidir. Burada dnerilen modelde ¢agri merkezini arayan miisterilerin bazi temel sorunlar1 kendi
kendine ¢6zmesi hedeflenmistir. Kullanicinin arama nedeni tespit edilmis ve sorunu kendi basina ¢6ziimii i¢in bir
yol haritasi sunulmustur. Gelistirilen 6rnek olayda sim kart blokesinin ¢6zlimii test edilmistir. Calisma sonucunda
cagr1 merkezlerine miisteri gelislerinin %5 azaldig1 belirlenmistir. Ayrica misterilerin sistemde bekleme
stirelerinin 6,48 saniye; kuyrukta bekleme stirelerinin 6,84 saniye azaldig1 gorilmistiir (Keksin vd., 2018).

Yapilan calismalar ¢agri merkezini arayan kisilerin belirsiz bekleme siirelerinden sikayet ettigini géstermistir.
Belirsiz bekleme siireleri daha uzun hissedilmekte ve miisterilerde kizginlik hissi yarattigimi tespit edilmistir
(Cicek ve Atilgan, 2012; Maister, 1985). Bagka bir calismada ise kullanicilara ortalama bekleme siiresinin haber
verildiginde beklemenin daha kisa algilandig1 sonucu ortaya ¢ikmistir (Ahmadi, 1984). Bekleme siiresini bilen
miisterilerin/kullanicilarin stresi azaldigi ve siireyi daha az algiladigi belirlenmistir (Osuna, 1985). Cagri
merkezlerinde miisterilere ne kadar bekleyeceklerinin siiresinin verilmesi sirketin hizmet kalitesini arttiracaktir.
Boylece miisterilerinin memnuniyeti artacak ve giiven duygusu pekisecektir (Cigcek ve Atilgan, 2012).

Thiongane ve arkadaslari basit sezgisel tarama temelli iki yeni gecikme dngoriiciisii gelistirerek ¢cagri merkezleri
icin gecikme siiresi tahmini gergeklestirmistir. ilk tahmin modelinde hala kuyrukta bekleyen miisteri bilgileri
kullanilmistir. Nihai bekleme stireleri, kuyruktaki ilerlemelerinin basit bir tahminini kullanarak tahmin edilmistir.
ikinci modelde ise gecmis veriler kullanilmistir. Her kuyruk boyutu icin, kosullu bir bekleme siiresi, geldiklerinde
onlerinde ayni kuyruk uzunlugunu bulan miisterilerin gegmis gecikmelerinden tahmin edilmistir (Thiongane ve
Chan, 2016).

Literatiirde bu konuda yapilmis calisma arastirmasi yapildiginda; tam anlamiyla ¢alismamizda yapmaya
calistigimiz cevap verme siiresini tahmin etmeye yonelik bir akademik ¢alismaya rastlanamamaistir. Bu sebeple
hem akademik hem de gercek hayatta ¢calismanin etkinligi ve 6zgiinligii oldukea agiktir.
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3. Materyal ve Yontem (Material and Method)
3.1. Kurumlarda Bilgi islem Merkezleri (Information Processing Centers in Institutions)

Glnlimiizde bir¢ok kamusal ve 6zel kuruluslar kendi bilgi islem merkezlerine sahiptirler. Bu sayede sirket icinde
meydana gelebilecek teknoloji temelli sorunlara dogru, giivenilir ve kisa siirede ¢6ziim {iretebilirler.

BT departmani Kkendisine gelen sorunlar1 departman, destek tiiri ve problemin kategorisine gore

siniflandirmaktadir. Bu bilgiler 1s18inda ¢6ziim talep edilen problem sorunun c¢oziimiine en uygun Kisiye
aktarilmakta ve problemin ¢6ziim siireci baslamaktadir. Sekil 1. de ¢6ziim asamasi goriilmektedir.

Departman
Problemé Destek tlri ilgili kisi ————— Problem Coziimu
Problem kategorisi < >

Siire

Sekil 1. Problem Coziim Semasi (Problem Solution Chart)

Calismada bir kurumsal sirkette bulunan 16 departmandan gelen talepler incelenmistir. Bu talepler 6zelliklerine
gore 3 destek tiiriine ve 6 kategoriye ayrilmistir. Tablo 1.de talepleri goriilmektedir.

Tablo 1. Problemin Siniflandirilmasi (Problem Classification)

DEPARTMAN

DESTEK TURU

KATEGORI

SORUMLU

Yoénetim

Bilgi islem
Insan kaynaklar
idari isler
Laboratuvar
[hracat

Destek

Evrak
Proje

Bilgi Giivenligi Yénetim Sistemi (BGYS)

Kurumsal kaynak planlamasi (ERP)
Donanim (Pc, Laptop, yazici vb.)
Sunucu ile ilgili islemler
Yazilim (Windows, office)
Diger islemler

mmY O w >

Proje ekibi
ARGE
Operasyon
Finans
Dis islemler
Kalite
Muhasebe
Satis
Ticaret
Uretim

Bu calismada bilisim alaninda faaliyet gosteren bir firmanin BT departmana gelen 2320 ¢agrinin incelenmesi
yapilmistir. Tablo 1’de goriildiigii gibi dort farkl siitun icerisinden alinan giris verileri (Departman, Destek tiirt,
Kategori, Sorumlu) ile Harcanan Siire ¢ikis verileri makine 6grenmesi yontemlerinden SVM ile siniflandirilmstir.
Harcanan siirenin elde edilen verilerde 1 dakika ile 1000 dakika arasinda degistigi gozlemlenmistir. Verilerin
incelenmesi sonucunda 90 dakika sonrasindaki verinin ¢ok fazla olmadigi da gorilmiistiir. Bu sebeple
siniflandirma probleminin ¢ikis siniflar1 (Harcanan Siire) olusturulurken 10’ar dakikalik araliklar belirlenmis ve
90 dakika sonrasi siireler ayni sinifa dahil edilmistir. Sonugta 0-10 dakikadan baslayip 90 dakika ve sonrasi
seklinde biten 10 adet Harcanan Siire sinifi olusturulmustur. Olusturulan veri setinin 6rnek bir kismi Tablo 2’de
verilmistir.

Tablo 2. Calismada Kullanilan Veri Seti (Data Set Used in the Study

DEPARTMAN DESTEK TURU KATEGORI SORUMLU | HAR.SURE

Bilgi islem Destek PC, Laptop, Ekran, Yazicl..vb A 30
Satig Destek Windows, Office, Java, Adobe...vb B 10
Muhasebe Destek ERP, Dynamics Axapta C 20
Operasyon Proje Kurumsal kaynak planlamasi (ERP) D 40
Finans Destek Windows, Office, Java, Adobe...vb E 60
Operasyon Proje Sunucu ile ilgili islemler F 90
Satin alma Destek Windows, Office, Java, Adobe...vb A 10
Ticaret Evrak ERP, Dynamics Axapta B 30
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Tablo2. Devami (Continued)

DEPARTMAN DESTEK TURU KATEGORI SORUMLU | HAR.SURE
idari Isler Destek Windows, Office, Java, Adobe...vb C 10
Insan Kaynaklari Destek PC, Laptop, Ekran, Yazic1..vb D 30
Satin alma Destek Bilgi Guivenligi Yonetim Sistemi (BGYS) E 70
Bilgi Islem Proje PC, Laptop, Ekran, Yazic1..vb F 50

3.2. Makine Ogrenmesi (Machine Learning)

Makine 6grenmesi bilgisayar programlarinin kendisine 6gretilen tecriibeler yoluyla gelecek durumlari tahmin
etmesini saglamay1 amaglamaktadir. Makine 6grenmesinin temel dayanag, giris verisini alabilen algoritmalar
olusturmak ve giktilar1 yeni veriler ortaya ¢iktikca giincellerken bir ¢iktiy1 tahmin etmek icin istatistiksel analiz
kullanmaktir. Makine 6grenmesinde, veriler egitim ve test veri seti olmak iizere iki bélimden olusmaktadir.
Programlar egitim veri seti ile 6grenme saglayarak, test verilerini tahmin etmeye calismaktadirlar. Bu
tahminlerden daha iyi sonug elde etmek i¢cin egitim veri setinin genis tutulmasi énerilmektedir. Ciinkii makineler
ne kadar cok veriyi 6grenirse, o kadar tecriibe edinecek ve iyi sonuglar iiretebileceklerdir (Karakoyun ve
Hacibeyoglu, 2014).

Literatiirde birgok makine 6grenmesi yontemi gelistirilmis olup bunlardan bazilari; k-en yakin komsu algoritmas;,
basit (naive) Bayes siniflandirici, karar agaglari, lojistik regresyon analizi, k-ortalamalar algoritmasi, rastgele
orman algoritmasi, destek vektér makinalar1 ve yapay sinir aglar1 vb. yontemlerdir. Bu yaklagimlarin bir kismi
tahmin ve kestirim, bir kism1 kiimeleme ve bir kismi1 da siniflandirma yapabilme yetenegine sahiptir (Atalay ve
Celik, 2017).

Makine Ogrenmesi

Gozetimli Gozetimsiz Takviyeli
(Supervised) (Unsupervised) (Reinforcement)
Gorev odakl Veri odakli algoritma b|r'
(Regresyon / ortama tepki

(Kimeleme)

Siniflandirma) vermeyi 6grenir
Sekil 2. Makine Ogrenmesi Cesitleri (Types of Machine Learning) (Candan, Emir, Dogan, ve Kumbasar, 2018)

Makine 6grenmesinde 6grenme stratejileri; gdzetimli, gozetimsiz ve pekistirmeli (takviyeli) olmak tizere li¢ grupta
incelenebilir (Sekil 2). Gozetimli 6grenmede girdi kiimesinin yaninda ¢ikti kiimesi de verilirken, gozetimsiz
6grenmede bilgisayarin bu ¢ikt1 kiimesi verilmeden 6grenmesi beklenir. Siniflandirma ve regresyon problemleri
gozetimli 6grenmeye, kiimeleme ve yogunluk kestirimi ise gézetimsiz 6grenmeye drnek verilebilir (Kalayci, 2018).
Makine 6grenmesinin bir ¢esidi olan takviyeli 6grenme (Reinforcement Learning), bulundugu ortami algilayan ve
ortaminda hareket yapan 6zerk bir ajanin, hedefine ulasabilmesinde dogru kararlar almay1 nasil 68renebilecegini
gosterir. Ajan, ortamda bir hareket yaptig1 zaman, yeni durumun optimal olmasi i¢in bir 6diil veya ceza degeri ile
takviye edilir. Ajan, amacina ulagsmak i¢in gerceklestirebilecegi en iyi eylemi se¢meye calisir. Ajanin amaci, en
biiyiik toplam 6diilii iireten hareketlerin sirasini 6grenmektir (Candan vd., 2018).

3.3. Destek Vektor Makinalar1 Simiflandiricisi (Support Vector Machine Classifier)

Support Vector Machine (SVM) siniflandirma, ériintii tanima ve regresyon problemlerinin ¢6ziimii i¢in temelleri
istatistiksel 6grenme teorisine (Vapnik-Chervonenkis (VC) teorisi) dayanarak Vapnik tarafindan gelistirilmis bir
yontemdir (Cortes ve Vapnik, 1995). SVM algoritmasi muhtemelen en yaygin kullanilan ¢ekirdek 6grenme
algoritmasidir. Optimizasyon teorisinde iyi yapilandirilmis kavramlar1 kullanarak saglam oriintii tanima
performansi saglar (Bottou ve Lin, 2007). Genel SVM yapisi Sekil 3’de gosterilmistir.
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Bias b
K(x,x1)
Kol Cikisy
Girig Vektor x K(xa)
Agirhklar
K(x,Xn) Lagrange Carpani

(Gizli Dugumler)
Destek Vektorler
Sekil 3. SVM Genel Yapisi (SVM General Structure) (Deka, 2014)

Sekil 3’de gosterildigi gibi K(x,xn) degerleri cekirdek fonksiyonunu, &, degerleri Lagrange Carpanlarini
gostermektedirler. Giris degerleri ¢ekirdek fonksiyonu ile ¢apilarak i¢ carpimlar olusturulur, Lagrange Carpanlari
ise agirliklari olusturmaktadir. SVM’de bir ornege iliskin ¢ikti degeri, girdilerin i¢ carpimlar: ile Lagrange
¢arpanlarinin bagimsiz kombinasyonlarinin toplamina esittir (Ayhan ve Erdogmus, 2014). SVM, kullanilan
verilerin ayirt edilme durumuna gore Dogrusal ve Dogrusal Olmayan SVM’ler olarak ikiye ayrilabilir.

3.3.1. Dogrusal SVM (Linear SVM)

Dogrusal SVM sadece ayirt edilebilir dogrusal verilere uygulanabilen en basit SVM modelidir. Egitim veri kiimesi
D ={(x,y:),i = 1...N} oldugu ve N adet elemandan olustugu diisiiniiliirse. y; € {—1,+1}, sinif etiketi X, € R"™
€ ve n boyutlu uzayda herhangi bir érnektir. f(¥) = WTX + b ifadesindeki W’ karar fonksiyonun normalini, X
ifadesi bu dogru iizerinde bulunan noktalari, b ise egilim degerini géstermektedir. Amac w” ve b’ yi egitim verileri
yardimiyla bulmaktir, sonug olarak sistemi egitmektir. Tiim destek vektor makinelerinde amag Sekil 4'de oldugu
gibi verileri iki sinifa ayirmaktir. Sekil 4’de kesikli cizgiler ile ifade edilen dogrular tizerindeki vektorler destek
vektor olarak isimlendirilir ve yumusak ayrim cizgisi bu vektérler iizerinden gecer. ki yumusak ayrim cizgisinin
ortasindaki dogru ise sert ayrimidir ve f(X¥) = W% + b = 0 fonksiyonuyla ¢izilir (Kiigiiksille ve Ates, 2013).

Destek Vektorleri

Simir

X A4 -
O op®
o © © ©
®a PCopgoe @
'®) O
ON® A @ ©
OO O O ©
®) O O 1 Optimum Hiper-Dizlem
; w-x+b=0

Sekil 4. Dogrusal Siniflara Ayirma (Classification into Linear Classes) (Kiicliksille ve Ates, 2013)

Sekil 4’de goriilecegi iizere f(X¥) = W% + b = 1 durumu (y; = 1) birinci simifive f(¥) = W% + b > 1 durumu ise
ikinci sinifi (y; = —1) temsil eder (Kaynar vd., 2016).

iki sinir arasindaki uzakhik 1 = 2/w? formiilii ile ifade edilir. Hedef, 1 degerini maksimum yapmak oldugundan
dolay1 1/ ifadesinin minimum olmasi gerekmektedir. Buna bagh sinirlama ise , y; = WTx; +b) —1 =0, y; €
{—1,+1}dir. Optimizasyon problemi, verilen baz1 kisitlamalar altinda bir fonksiyonun maksimumunu ya da
minimumunu bulmadir. Esitlik 1’de verilmis olan ilgili problemin duali, Lagrange denklemleri, Esitlik 2 ve Esitlik
3’de verilen “Karush-Kuhn-Tucker (KKT)” 1in kisitlar1 yardimiyla ¢6ziiliir (Kaynar vd., 2016; Kiiciiksille ve Ates,
2013).

L(b,w,a) = %WTW =N o [yiwTx; +wy) — 1], ¢, 0,V @8]
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oL
=0, )
oL

= 0 (3)

3.3.2. Dogrusal Olmayan SVM (Nonlinear SVM)

Dogrusal olarak ayirt edilebilen veri kiimelerini ayirabilen fonksiyonlar pratik uygulamalar icin oldukga kisithdir.
Ciinkii pratik uygulamalarin ¢ogunda dogrusal SVM kullanilarak sonug alinamaz. Bu gibi durumlarda SVM ¢esitli
donlisim islemleri vasitasiyla girdi uzay1 daha yiiksek diizeyli bir uzaya tasiyarak, dogrusal ayirma islemi
gerceklestirmeye calisir (Comak, 2008). Sekil 5’te giris uzayinin 6zellik uzayina ¢evrilmesi gosterilmektedir.

Sekil 5. Ozellik Uzayinda Dogrusal Ayirma (Linear Separation in Property Space) (Deka, 2014)

Girdi uzayinin daha yiiksek boyutlu uzaya tasinmasi icin genel tanimi ¢(x)" ¢ (x;) = K(xi,xj) olan bir ¢ekirdek
fonksiyonu kullanilir. Cekirdek fonksiyonlari, SVM algoritmasinda 6nemli bir yere sahiptir. Dogru cekirdek
fonksiyonun secimi siniflandirma basarimini dogrudan etkilemektedir. Bu ¢ekirdek fonksiyonlar Mercer Teoremi
olarak bilinen matematiksel kurama uygun olmalidir. Bu kural yiiksek boyutta ¢alisilirken ¢ekirdek fonksiyonlarin
her zaman iki girdi vektoriiniin i¢ ¢arpimi seklinde ifade edilmesini saglamaktadir. SVM’de literatiirde siklikla
kullanilan ¢ekirdek fonksiyonlarindan bazilari Esitlik 4 de verilmistir (Kése vd., 2015).

Dogrusal: x{ x;
Polinom: (x[x; + 1)d
Gauss (RBF): exp (—V”xi - xj”z)
Sigomoid: tanh(yxix]- + C)

(
K(xl-,x]-) = 4' (4)
\

3.4. Yapay Sinir Aglan (Artificial Neural Networks)

Yapay sinir aglar1 (YSA), beynin gorevini yerine getirme seklini 6rnek alarak modelleyen bir yapay zeka
yontemidir. Birbiri ile etkilemis de ve paralel olarak bagl néronlardan olusan bir yapidir (Akgéz vd., 2010).

YSA mimarisi giris, gizli ve ¢ikis katmani olmak tizere ti¢ katmandan olusmaktadir. Giris katmani dis ortamdan
verileri almak icin kullanilmakta; ¢ikis katmani ise hedef katmani temsil etmektedir (Saplioglu ve Cimen, 2010).
Gizli katman, giris ile ¢ikis katmani arasinda bulunmaktadir. Gizli katmadaki katman sayisi ve her katmandaki
noéron sayisi problemin karmasikligina gore degismektedir.

YSA yonteminde 6grenmenin amaci giris katmani ile ¢ikis katmani arasindaki en uygun iliskinin bulunmasini
amagclanmaktadir. Bunun i¢cin de néronlar arasindaki baglanti agirliklarinin iyi ayarlanmasi gerekmektedir
(Saplioglu ve Cimen, 2010). Basariy1 arttirmak icin ileri ve geri yayilim olmak tlizere iki sekilde hesaplama yontemi
kullanilmaktadir. ileri yayilimda, giris degerleri agirlik katsayilari ile carpilarak gizli katmana oradan da gikis
katmanina ilerlemektedir. Geri yayilimda ise istenen deger ile elde edilen deger arasindaki farka gore agirlik
katsayilari geriye dogru yayilim yapmaktadir.

3.5. Basit Bayes Yontemi (Naive Bayes Method)

Bayes Yontemi 1980’li yillarda ortaya ¢ikan ve olasilik kuramini temel alan bir yapay zeka teknigidir (Sorias,
2015). Bayes teoreminde degiskenler arasindaki iligkiler sarth olasiliklar ortaya koyulmaktadir. Model sonucu
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olasilik olarak sunulmaktadir (Nikovski, 2000). Bayes teoremi 6zellikle eldeki verilerin yetersiz oldugu belirsiz
durumlarda ¢ok ise yaramaktadir (Charniak, 1991). Bayes Teoremi:

_ P[B I Ap]-P[An]
PlA, 18] = Y P[B I 4;]-P[A]] ()

Burada B bilgi sahibi olunan olayi, A(n) farkli kosullu olaylar1 temsil etmektedir. P[A | B], B oldugunda A’'nin
olasiligini ifade etmektedir. Bagka bir ifade ile B olay1 gerceklestiginde A olayinin olusma olasiligidir.

3.6. Lojistik Regresyon (Logistic Regression)

Lojistik regresyonun amaci bagimli ve bagimsiz degiskenler arasinda iliskiyi tanimlayabilecek bir model
kurmaktir (Cokluk, 2010). Lojistik regresyon analizinde, bagimli degiskenin sonucu en az iki olasilikli olan
degisken olarak kullanilmasi gerekmektedir (Aziz ve Osman, 2005). Bagimli degiskenin alabilecegi degerlerin 0-1
arasinda olmasini saglamak icin bagimsiz degiskenler ve bagimli degisken arasinda egrisel bir iliski asagidaki
denklemdeki gibi ifade edilir (Budak ve Erpolat, 2012):

1
1+exp(-yy)

E(y) =pi = (6)

Bu denklem dogrusal olmadigi i¢in 3 parametrelerini tahmin etmek zor oldugundan denklem dogrusallastirilarak
Logit modeli elde edilir.

Ly =1In (:;i) = PBo + Bix1 + Baxz + -+ Pik (7)

4. Deneysel Sonuclar (Experimental Results)

1 s » 2 —>» 3 —» 4

Yontemin Belirlenen Yontemle Test Verilerinin
ve Verilerin Belirlenmesi  Verilerin Egitilmesi Degerlendirilmesi

Verilerin Alinmasi

Makine Ogrenmesi @ © o
Algoritmasi  qu ¢

SETIEIN

-—

Cekirdek Secimi ?

igma? Kappa? Delta

Egitim/Test Orani
Sekil 6. Gergeklestirilen Sistemin Akis Semasi (Flow Chart of the Implemented System)

Gergeklestirilen calismada bir firmanin BT destek departmanina gelen yardim taleplerinin ortalama ne kadar
siirede ¢ozlime ulastirilabilecegi konusu ele alinmistir. Bunun i¢in firmanin belirli bir aralikta kendisine gelen
sorunlarin 6zellikleri ve bu sorunlarin ¢6ziim siireleri alinmistir. Gergeklestirilen sistemin akis semasi Sekil 6’da
gosterilmistir.

Oncelikle veriler calismanin ikinci bélimiinde anlatildig: sekilde diizenlenmistir. Diizenlenen verilerin sisteme
alinmasi ile toplamda 2320 adet kayit calismada kullanilmistir. Departman, Destek Tiirii, Kategori ve Sorumlu
alanlar1 Makine Ogrenmesi Algoritmasinin giris vektérlerini, Harcanan Siire ise cikis vektériinii olusturmaktadr.
2320 adet verinin %70’i olan 1624 adet kayit egitim icin, geriye kalan %30’u yani 696 adet kayit test icin
kullanilmistir. Egitim ve Test verilerinin se¢imi tamamen rastgele ve siniflara goére dengeli olarak yapilmistir.
Makine 6grenmesi uygulamasi icin giiniimiizde siklikla veri biliminde basvurulan Knime paket programi
kullanilmistir. KNIME sistemi, yeni ara¢ entegrasyonlarla kolayca genisletilebilen, giiclii bir veri sistemine sahip
acik kaynakl bir yazilimdir (Fillbrunn vd, 2017). KNIME programini kullanarak kullanicilar verileri isleyebilir ve
program i¢indeki diigiimlerden olusan is akislarini modelleyebilir. Knime gliclii ve sezgisel bir kullanici araytiziine
sahiptir; yeni modiillerin veya diigiimlerin entegrasyonunu kolaydir (Berthold vd., 2009). KNIME gériinti isleme,
yapay zeka veya veri analizi gibi cesitli arastirma alanlarinda yaygin olarak kullanilmaktadir (Dietz ve Berthold,
2016; Yuvd,, 2016). Gergeklestirilen sistemin tasarimi ve parametreleri Sekil 7°’de gosterilmistir.
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Sekil 7. Gergeklestirilen Calismanin Knime Uygulamasi (Knime Application of the Work Performed)

Gergeklestirilen Makine Ogrenmesi tabanli simiflandirma probleminde sonuclarin performansini 6lgmek icin
literatiirde siklikla kullanilan metriklerden yararlanilmistir. Bu metrikler siniflandirma sonucunda ortaya ¢ikan
karsithik matrisi (confusion matrix-CM) kullanilarak ortaya ¢ikartilir. CM tahmin edilen degerler ile gercek
degerler arasindaki benzerlik sayilarinin bir tabloda gdsterilmesidir. Tabloda bulunan bu degerler True Positives
(TP), True Negatives (TN), False Positives (FP) ve False Negatives (FN)'dir. Tablo 1'de standart bir CM
gosterilmistir (Chen vd., 2020).

Tablo 3. Karsitlik Matrisi (Confusion Matrix) (Celik ve Aslan, 2019)

GE(:{(;EK DEGERLER . TOPLAM (%)
TAHMIN EDILEN 0 TP FP Precision
1 FN TN Negative Predictive Value
TOTAL Recall, Sensitivity  Specificity

Accuracy

Yapilan testler sonucunda en basarili sonucu verdigi i¢in gergeklestirilen calismada SVM y6nteminde ¢ekirdek
fonksiyonu olarak Gauss (RBF), Bayes yonteminden Default Probablity degeri 0.0001, Lojistik Regresyon
yonteminde Solver Stochastic Avarge Gradient ve Yapay Sinir Aglarinda 1 gizli katmanda 10 néron kullanilmistir.

Calismada kullanilan veri seti materyal boliimiinde belirtilen makine 6grenmesi yontemleri ile test edilmistir. Test
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verisi sonuglarina gore basit (naive) Bayes siniflandirma bagarimi %88.50, lojistik regresyon analizi siniflandirma
basarimi %89.94, yapay sinir aglar1 siniflandirma basarimi %91.37 ve Destek Vektor Makineleri (SVM)
siniflandirma basarimi %93.11 olarak alinmistir. Elde edilen sonuglara gore en yiiksek test basarisina sahip
yontem Calismanin bu asamasindan sonra uygulanan makine 6grenmesi yontemlerinden en fazla dogruluk
oranina sahip olan SVM yontemi detayl olarak agiklanmistir.

Gergeklestirilen SVM uygulamasinda BT departmanina gelen taleplerin ortalama ka¢ dakikada ¢éziime ulasacagi
ile ilgili siniflandirma sonuclari icin olusturulan egitim verisi Karsitlik Matrisi Tablo 2 ‘de verilmistir. Tabloya gore
1624 kaydin 1621 adedini dogru siniflandirmis, 3 adedini ise yanlis siniflandirmistir. Dolayisiyla egitim asamasi
basar1 orani %99.82’dir.

Tablo 4. SVM Egitim islemi Sonrasi Olusan Karsithik Matrisi (Confusion Matrix After SVM Training Process)

GE]}%E:(K}‘I‘(\:)MIN 0-10 10-20 20-30 30-40 40-50 50-60 60-70 70-80 80-90 90+ | BASARI (%)
0-10 436 0 0 0 0 0 0 0 0 0 100
10-20 0 482 0 0 0 0 0 0 0 100
20-30 0 1 166 0 0 0 0 0 0 0 99,4
30-40 0 0 0 171 0 0 0 0 0 0 100
40-50 0 0 0 0 56 0 0 0 0 0 100
50-60 0 0 0 0 0 24 0 0 0 0 100
60-70 0 0 0 0 0 0 98 0 0 0 100
70-80 0 0 0 0 0 0 2 8 0 0 80
80-90 0 0 0 0 0 0 0 0 4 0 100
90+ 0 0 0 0 0 0 0 0 0 176 100
TOPLAM BASARI ORANI 99,82

Egitimi tamamlanan SVM modelinin testi i¢cin daha 6nce sisteme gosterilmemis 696 kayit test i¢cin kullanilmistir.
Test siniflarindan 648 adedi dogru siniflandirilmis, 48 adedi yanlis siniflandirilmistir. Dolayisiyla test bagsari orani
%93.11 olarak bulunmustur. Sinif bazli basar1 oranlar ile birlikte tiim bu degerler Tablo 3’de gdsterilmistir.
Tabloda kirmizi renkte gosterilen alanlar hatali siniflandirmayi belirtmektedir.

Tablo 5. SVM Test islemi Sonrasi Olusan Karsitlik Matrisi (Confusion Matrix After SVM Testing)

GER((I:)E:(KTI?X)MIN 0-10 10-20 20-30 30-40 40-50 50-60 60-70 70-80 80-90 90+ | BASARI (%)
0-10 185 5 0 0 0 0 0 0 0 0 97
10-20 4 202 0 0 0 0 0 0 0 98
20-30 0 10 65 2 0 0 0 0 0 0 97
30-40 0 0 2 60 4 0 0 0 0 2 88
40-50 0 0 0 7 8 0 0 0 0 0 53
50-60 0 0 0 0 3 2 0 0 0 1 33
60-70 0 0 0 0 0 0 33 1 0 5 85
70-80 0 0 0 0 0 0 2 2 0 0 50
80-90 0 0 0 0 0 0 0 0 4 1 80
90+ 0 0 0 0 0 0 0 0 0 86 100
TOPLAM BASARI ORANI 93,11

Egitim ve test islemleri sonucunda olusan zitlik matrisleri incelendiginde egitime giren siniflardaki verilerin
durumunun test siniflandirma basarisinin dogru orantili oldugu gézlemlenmistir. Ornegin egitimde 70-80 dakika
araliginda ¢oziilen problem sayis1 (10) ve egitim basarisi(%80) ile test basarisi (%50) tutarlidir. Dolayisiyla
egitimdeki kayit sayisi az olan siniflarin kayitlarina ekleme yapilirsa, sistemin siif bazli basarisi da artacaktir. Bu
sebeple gerceklestirilen sistem %93.11 genel basar1 orani ile bilisim teknolojileri departmaninda kullanicilarin
taleplerine cevap verme siiresini siniflandirmada olduke¢a basarilidir.

5. Sonug¢ ve Tartisma (Result and Discussion)

Kurumsal sirketlerde bulunan bilisim teknolojileri departmaninin temel gorevlerinden bir tanesi de sirket
calisanlarinin karsilastiklar: teknolojik sorunlara ¢éziimler tiretmektir. Belirsiz ve ¢6ziim siiresi kestirilemeyen
sorunlar is giicii kaybina neden olacaktir. Ayrica ¢alisanlar iizerinde stres yaratmakta ve departmana duyulan
glven duygusu zarar gérmektedir. Biitiin bu sebeplerden ve sirketin hizmet kalitesini arttirmak i¢in kullanicilara
karsilastiklari sorunlar i¢in ortalama bir bekleme ve ¢6ziim siiresi 6nerilmesi 6nemlidir.

Bu ¢alismada bir sirketteki bilisim teknolojilerine gelen sorunlarin ¢éziim siiresi tahmin edilmeye calisilmistir.
Bunun ic¢in sirketlerde kullanicilarin sorunlarini bildirmeleri, siireci takip etmeleri ve raporlandirmalari igin
kullanilan bilgi islem takip sisteminden elde edilen veriler kullanilmistir. Kullanicilardan gelen 2320 talep;
departman, destek tiirti, sorumlu ve kategori olarak kayit altina alinmistir.

Makine 6grenme yontemlerinden Destek Vektor Makineleri (Support Vector Machine -SVM) metodu kullanilarak
sorunun ¢6ziim stiresi sinifi en yliksek oranda tahmin edilmistir. Veri seti egitim (% 70) ve test (%30) olarak iki
ayrilmistir. Tasarlanan model de egitim basaris1 %99.82, test basarisiise %93.11 olarak 6l¢lilmiistiir. Diger makine
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6grenmesi yontemlerinde ise bagar1 oranlar1 Bayes icin %89.14, lojistik regresyon i¢cin %89.92, yapay sinir aglari
icin ise %92.09’dir. Bunun sebebi kategorik verilerde SVM yonteminin daha basarili sonuglar ¢ikartmasi olarak
gorilebilir.

Gelistirilen bu sistem sayesinde kullanicilar BT departmanina sorunlar1 bildirdiklerinde ¢6ziim stirecini
ogrenebileceklerdir. Boylece sirketin hizmet kalitesi ve BT departmanina duyulan giiven hissi artacaktir.
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